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1. はじめに
確率的推論の様なモデルベースの自己位置推定法が

これまでに多数提案され，様々な成功を収めてきた．し
かし，移動ロボット実用化などという観点から見ると，
これらの手法には限界がある様に思える．一方で機械
学習，特に畳み込みニューラルネットワーク (CNN)な
どの深層学習の発展は著しく，モデルベース法を凌ぐ
性能が多数報告されている．しかし，学習器の内部状
態に対する説明性の不足や，未学習データに対する出
力の不安定性などが指摘されており，機械学習の安定
性が懸念されている．本稿では，自己位置推定を題材と
して，モデルベース法と機械学習を併用して性能向上
を計ろうとする，著者らの近年の研究 [1]を報告する．

2. 関連研究
深層学習の発展により，様々なモデル化困難な入出

力の関係が，データ駆動的に End-to-End (E2E)で学
習・モデル化できる様になってきた．自己位置推定の分
野では，E2E学習による自己位置推定である PoseNet

が 2015年にKendallらによって提案された [2]．さらに
Kendallらは，E2E学習による自己位置推定結果の不確
かさの推定方法も提案した [3]．これらを境にCNNの自
己位置推定への適用例は増え続け，深層 Autoencoder

の様な次元圧縮を活用する例 [4]，自己位置推定モデル
をネットワークにより代替する例 [5, 6]などが提案さ
れている．さらに，点群に対しても深層学習の適用が
可能となり [7]，点群位置合わせに CNNが活用される
例も提案された [8]．興味深い例として，E2E学習で車
両制御のための行動を学習し，この行動の予測値を尤
度として用いる自己位置推定法も提案されている [9]．
また，自己位置推定の失敗を機械学習により検知す

る方法も提案されている [10]．自己位置推定の失敗は
一般にモデル化困難であるため，機械学習の適用は極
めて効果的であるといえる．著者らも，自己位置推定
の失敗をCNNを用いて検知する方法を提案してた [1]．
また提案法は，CNN による予測が不確かさを含むこ
とを前提とし，予測結果を可観測変数として利用する．
そして，自己位置とその位置推定結果の信頼度推定を
行う問題として定式化している．これにより，モデル
ベース法と CNNの協調的な働きが誘発できる．

3. モデルベース法と機械学習の併用

3.1 信頼度付き自己位置推定

上述の通り提案法は，現時刻 tの自己位置 xtと信頼
度 rt を同時推定する問題として定式化を行っている．
なお信頼度とは，自己位置推定が成功している確率を
表した値であり，rt = p(st = success)と記述される．
ここで sは自己位置推定状態であり，successと failure

の離散的な 2状態を取る．
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図 1 信頼度付き自己位置推定のグラフィカルモデル [1]．

図 1には，提案法で利用されるグラフィカルモデル
を示す．白色のノードが隠れ変数，灰色のノードが可
観測変数である．可観測変数としては，制御入力 u1:t，
センサ観測 z1:t，地図m，そして自己位置正誤判断 d1:t
を有する．正誤判断は CNNにより予測される 0から
1の連続値であり，1に近い程位置推定に成功している
可能性が高いことを意味する確率である．本モデルに
対する事後分布は，以下の様に分解できる．

p(xt, st|u1:t, z1:t,m, d1:t)

= p(xt|u1:t, z1:t,m, d1:t)p(st|xt,u1:t, z1:t,m, d1:t)

提案法ではこの分布をRao-Blackwellized particle filter

(RBPF)を用いて推定する．具体的には，自己位置に
対する分布を PFで求め，自己位置推定状態に対する
分布を解析的に求める．ここで，自己位置に対する分
布を Prob(t)

def
= p(xt|u1:t, z1:t,m, d1:t)と定義すると，

この分布は以下の様に展開できる．

Prob(t) = ηp(zt|xt,m)
∑
st

p(dt|xt, st, zt,m)p(st)

×

∫
p(xt|xt−1,ut)Prob(t− 1)dxt−1

ここで η は正規化係数，p(zt|xt,m) は観測モデル，
p(dt|xt, st, zt,m)は正誤判断モデル，p(xt|xt−1,ut)は
動作モデルである．
通常PFで自己位置推定を行う場合には，観測モデル

のみを用いて尤度計算を行う．一方で提案法では，観測
モデルと正誤判断モデルを用いて尤度計算を行う．ここ
で判断モデルは，例えば信頼度の高い (低い)パーティ
クルに対して，CNNが自己位置推定結果が誤っている
(正しい)と判断した場合に，尤度を減少させる働きを
持つ．そのため，CNNの出力が含む不確かさの影響を
低減させる効果を持つ．また，センサ観測と地図が誤対
応して観測モデルの尤度が高くなった場合にも，CNN

が自己位置推定に誤っていると判断すれば，正しく信
頼度が低い状態にあると認識できる．

3.2 学習のタスクから見た併用の利点

画像上の物体を CNNにより検知・識別するために
は，大量のデータが必要となる．文献 [2]においても，



E2Eで自己位置推定を行うためには，転移学習の様な
効率化を行う必要があると述べられている．また E2E

自己位置推定は，画像と自己位置の関係を学習するた
め，当然ながら学習した環境でしか適用できない．
一方で提案法は，自己位置推定の正誤の学習を行う．

これは，センサ観測と地図の間に誤対応があるかどう
かを学習することと等しい．すなわち，通常の物体検
知・認識と比較して，学習に対するタスクは圧倒的に簡
略化されるため，学習データが少なくても問題になら
ない．さらに，センサ観測と地図の間の誤対応は，環
境の違いによって大きく変化しないため，未学習環境
でも機能する．提案法は，従来のモデルベース法で行
われていたことすべてを機械学習で置換しようとしな
いため，機械学習が行うタスクを簡略化させることが
でき，かつ学習の効率を向上させることができる．

4. 検証結果
故意に自己位置推定に失敗するパラメータを用いて

行った検証の結果を図 2に示す．上図は，真値 (赤)と推
定値 (青)の軌跡であり，中図は真値と推定値間の位置
誤差 (赤)と角度誤差 (青)である．下図は，提案法によ
り推定された信頼度 (赤)，RBPFにおける最尤パーティ
クルに対するCNNの正誤判断の値 (緑)，および比較法
として利用された拡張モンテカルロ位置推定 (AMCL)

[11]において位置推定失敗の判断として用いられる値
(青)である．AMCL内で利用される値は，ゼロを越え
ると位置推定に失敗していると判断される．
本図からわかる様に，提案法は推定誤差の増大に伴

い，滑らかに，かつ適切に信頼度が増減していること
が確認できる．一方でCNNによる正誤判断の値は，大
きく変動していることが確認できる．このことから，提
案法が CNNによる予測の不確かさの影響を低減させ
ていることが確認できる．またAMCLと比較して，推
定された信頼度がより正確に自己位置推定の正誤を説
明していることが確認できる．
本実験を行うにあたり，実験環境とは異なる環境で，

位置推定成功・失敗データをそれぞれ約 5000個作成し
た．またネットワークは転移学習などを行わずに，スク
ラッチの状態から学習を行った．結果として，CNNが
約 90 %の精度で正誤の判断を行えることを確認した．
この結果からも，学習のタスクが簡略化され，少ない
データで高精度な認識が行えることが確認できる．

5. おわりに
本稿では，著者らが提案した，従来の確率的推論を

行うモデルベース法において機械学習を併用した枠組
みである，信頼度付き自己位置推定法について述べた
[1]．今後は，モデルベース法と E2E学習を融合する様
な枠組みの構築を目指す．
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図 2 実験結果 [1]．
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